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Bevezetés

A Kárpát-medence hidrometeoroló-
giai viszonyait a földrajzi adottságok 
és a klímaváltozás következtében 
egyre szélsőségesebb időjárási 
jelenségek befolyásolhatják. A klí-
maváltozási előrejelzések helyen-
ként a csapadék intenzitásának 
növekedését mutatják, ami növel-
heti a belvizek kockázatát (Mezősi 
et al. 2017). Kiemelt fontosságú 
a belvíz napi szintű térképezése, 
monitoringrendszerének kialakítása, 
valamint a rövidtávú előrejelzése, 
annak érdekében, hogy a megfelelő 
védekezés időbeni elkezdésével 
csökkenteni lehessen a belvíz által 
okozott károk nagyságát. A XX. 
század közepén megjelentek az első 
tanulmányok a belvíz vizsgálatával 
kapcsolatban, az első térképek 
terepi felmérések alapján készültek 
(van Leeuwen et al. 2020). Műszaki, 
mérnöki oldalról tekintve, a belvíz 
kialakulását és annak lefolyását 

különböző hidrológiai modellek 
(Bíró 2017, Kozma et al. 2022) alap-
ján lehet vizsgálni. A hivatkozott 
szerzők rávilágítottak arra a tényre, 
hogy az ilyen modellek futtatásához 
sok bemeneti (nagy felbontású) 
paraméter összegyűjtése szükséges, 
amelyek vagy nem állnak adat-
bázisszinten rendelkezésre, vagy 
nagyon költséges az adatgyűjtéshez 
szükséges felméréseket elvégezni. 
Alkalmazhatóságuk csak korlátozott 
léptékben – vízgyűjtő területen, 
belvízöblözetekben, pilotterülete-
ken – lehet eredményes. Különböző 
országos léptékű tanulmányok 
készültek a sík területek belvíz-veszé-
lyeztetettségről, amit elsőként Pálfai 
(2003) készített el statikus és dinami-
kus tényezők alapján, melynek azóta 
újabb változatai (Pásztor et al. 2015, 
Bozán et al. 2019, Laborczi et al. 2020) 
és stratégiai forgatókönyvei jelentek 
meg (Bozán et al. 2021). A belvíz tér-
képezését és monitorozását célzó leg-
újabb kutatások mára távérzékelési 

adatokon alapulnak (Tobak et  al. 
2008, Balázs 2010, Tsitsi et al. 2021). 
Ezek a pilóta nélküli járművek, légi 
felvételezések és a műholdak aktív 
és passzív adatai megfelelő térbeli 
és időbeli felbontást szolgáltatnak a 
vizsgálatokhoz. A belvíz lehatárolá-
sára különböző módszerek (indexek, 
osztályozások, tradicionális gépi 
tanulás, mély neurális hálózatok) 
állnak rendelkezésre. A neurális 
hálózatok az utóbbi években, főleg 
a mély neurális hálózatok, ezeken 
belül a LeCun és munkatársai (1990) 
által megalkotott konvolúciós neu-
rális hálózat (CNN), egyre nagyobb 
térnyerése figyelhető meg a földtu-
dományi alkalmazásokban (LeCun 
et al. 1990, Giulia et al. 2023, Yichen 
et  al. 2022, Sánchez et  al. 2022). 
Korábbi vizsgálataink során nyolc 
módszert alkalmaztunk a belvíz 
detektálására, amelyek közül a CNN 
bizonyult a legpontosabbnak a vizs-
gált Sentinel–2-es, nagy felbontású, 
multispektrális műholdképeken 
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(Kajári–Van Leeuwen 2021). A 
Sentinel–2-es optikai műholdfelvé-
telek sajátos problémája, hogy felhős 
időben nem állnak rendelkezésre 
értékelhető adatok. Jelen kutatá-
sunkban erre a problémára keres-
tünk megoldást a Sentinel–2-es fel-
vételeket kiegészítve a Sentinel–1-es 
radarképek Radar Vegetation Index 
(RVI) és Gray Level Co-Occurrence 
Matrix (GLCM) (Allagwail et al. 2019, 
Haralick et  al. 1973, Conners et al. 
1984) osztályozott adataival. Ezzel a 
módszerrel megfelelő mennyiségű 
és minőségű bemeneti adatot hoz-
tunk létre, amelyek lehetővé tették 
a vízfelületek egy éven keresztüli 
(2020. 06. 01. – 2021. 05. 31.) folya-
matos lehatárolását.

Adatok és módszer

A 1600 km2-es (40 km × 40 km) minta-
terület az Alföld közepén helyezkedik 
el a Szolnok–Túri-sík a Nagy-Sárrét, 
a Dévaványai-sík, Tiszafüred–
Kunhegyesi-sík és a Körösmenti-sík 
területén. A felszíne egyenletes sík, 
egykor a Tisza által szabdalt terület 
volt, amely ma igen változatos morfo-
lógiával rendelkezik. Éghajlata mér-
sékelten meleg, száraz, az évi átlagos 
csapadék 450-550 mm között oszlik el. 
A tájrészek elhagyott folyómedreinek, 
holtágainak mélyedéseit iszapos-agya-
gos üledékek és lösziszap tölti ki. A 
rossz vízgazdálkodású talajok miatt 
a gyakori aszályok mellett belvizek is 
sújtják a területet (Dövényi et al. 2010) 
(1. ábra).

A vizsgálat alapját az ESA Sentinel–
1-es és Sentinel–2-es műhold felvé-
telei szolgáltatják. A Sentinel–1 két 
műholdból álló konstelláció, amely 
napszinkronpályán kering (98,18° 
pályainklinációjú). A műholdak azo-
nos műszerekkel ellátva radarfelvé-
teleket készítenek a Föld felszínéről. 
A Sentinel–1B 2021 decemberében 
bekövetkezett leállása óta csak a 
Sentinel–1A adatai állnak rendelke-
zésre. A műhold napszaktól, időjárási 
és légköri viszonyoktól függetlenül 
készít felvételeket, Magyarország ese-
tében körülbelül háromnapos vissza-
térési idővel. Képalkotó műszere egy 
C sávú, 5,405 GHz-es központi frek-
venciájú szintetikus apertúrájú radar.  

1. ábra. A vizsgálati terület

2. ábra. A Sentinel–1-es és Sentinel–2-es felvételek feldolgozási folyamata

Kajári Balázs  – Boudewijn Van Leeuwen: Belvíz-veszélyeztetettség elemzése konvolúciós neurális hálózatokkal



12

GEODÉZIA ÉS KARTOGRÁFIA� 2024 / 1  (76. évf.)

A műszer a radarjeleket vízszin-
tes–függőleges (HV – Horizontal–
Vertical) és függőleges–horizon-
tális (VH – Vertical–Horizontal) 
polarizációs üzemmódban képes 
küldeni és fogadni. Ehhez a tanul-
mányhoz a Sentinel–1 Ground Range 
Detected (GRD) adatait használtuk fel 
interferometrikus Wide-Swath (IW) 
üzemmódban, 5 × 20 méteres térbeli 
felbontással, amelyeket 10 × 10 méte-
resre átalakítva töltöttünk le az egysé-
ges feldolgozás érdekében.

A Sentinel–2A és Sentinel–2B 
multispektrális képalkotó műholdak, 
optikai adatokat szolgáltatnak közel 
ötnaponta ismétlődő periódussal. 
A felvételek 13 spektrális sávból áll-
nak, amelyek a látható tartománytól a 
közeli infravörösön át a rövidhullámú 
infravörösig terjedő spektrumot fedik 
le. A térbeli felbontást tekintve 10, 20 
és 60 méteres felbontású adatokat szol-
gáltatnak. A különböző műholdadatok 
előfeldolgozásának, valamit az egy 
éves vizsgálati időszak (2020. 06. 03. – 
2021. 06. 02.) elemzésének folyamatát 
a 2. ábra mutatja be.

A Sentinel–1-es felvételek össze-
gyűjtése és feldolgozása a Google 
Earth Engine (GEE) használatával 
történt. A GEE egy felhő alapú plat-
form, ami a térbeli adathalmazok 
tudományos elemzéséhez és vizuali-
zálásához nyújt segítséget. A műhold-
képeket egy nyilvános adatarchívum-
ban tárolja, és lehetőséget nyújt a nagy 
adathalmazok elemzésére. A vizsgálati 
időszakban összesen 241 darab felvé-
tel található, amely érinti a mintate-
rületünket. Ezekből a felvételekből 
kiszűrésre kerültek azok, melyek nem 
fedték le legalább a terület 80%-át. Így 
összesen 182  darab felvétel került 
feldolgozásra.

A felvételek egy előfeldolgozási 
folyamaton estek át, ahol a hőzaj eltá-
volítása és radiometriai kalibrálása, 
valamint a domborzati korrekció 
segítségével a végleges terepkorrigált 
értékekkel rendelkező 10 × 10 méte-
res felbontású felvételeket alakítot-
tunk ki (Van Leeuwen et al. 2020).

Korábbi kísérletek azt mutatták, 
hogy a radarképekben lévő foltos 
zajok (speckle-noise) felerősödése 
gyakran megzavarta a GLCM-textúrák 
kinyerését és a CNN sokszor tévesen 

belvíznek osztályozta azokat, ezért 
alkalmaztuk a RefineLee szűrőt 
(Mullissa et al. 2021). A leválogatott 
adatok letöltését Jupyter Notebookban 
ArcPy használatával végeztük el.

 A letöltött VV (Vertical–Vertical) 
és VH (Vertical–Horizontal) sávok 
mellett, a belőlük képzett RVI és a 
GLCM számunkra hasznos textúrá-
iból 17 sávos kompozit felvételeket 
hoztunk létre.

Az RVI a vegetáció növekedési 
szintjének megfigyelésére szolgáló 
módszer az idősoros adatelemzés-
ben, amelyet az optikai képfeldolgo-
zási vizsgálatokban használt NDVI- 
(Normalized Difference Vegetation 
Index) módszer alternatívájaként 
használtuk. Az RVI egy normalizált 
index, amelynek határértékei ideális 
esetben nulla és egy között változ-
hatnak. Sima, növényzet nélküli felü-
let esetén közel 0 az érték, amely a 
növényzet magasságának/kiterjedésé-
nek növekedésével arányosan növek-
szik. A mi megközelítésünkben, az 
alacsony értékek várhatóan növényzet 
nélküli területeket reprezentálnak. Az 
RVI számításához a következő képle-
tet használtuk fel (Szigarski et al. 2016, 
Nasirzadehdizaji et al. 2019):

RVI = (4 × VH) / (VV+VH)

A szürkeségi együttváltozási mátrix 
(GLCM) módszerét először Haralick 
és társai mutatták be (1973). Ez egy 
olyan matematikai módszer, amelyet 
a digitális képfeldolgozásban használ-
nak a kép textúrájának elemzésére 
(Kupidura 2019, Allagwail et al. 2019). 
A szürkeárnyalatos képen a pixelér-
tékek párjainak egy bizonyos távol-
ságban és szögben való előfordulási 
gyakoriságát mutatja. A szürkeségi 
szintek együttváltozási mátrixa az 
azonos felületek (esetünkben a víz-
felületek) szabályosabb térbeli elren-
deződését, textúráját jelenti. A vizs-
gálat során felhasznált sávok (VV és 
VH) eredményeként 2 × 18 darab sáv 
keletkezett. A Google Earth Engine 
glcmTexture funkcióját használtuk, 
ahol a Haralick által javasolt 14 GLCM-
számítást (Haralick et al. 1973), vala-
mint a Conners által javasolt további 
4 számítást (Conners et  al. 1984) 
végeztük el. A 18 sávból egy előszű-
rés alapján azok a sávok lettek felhasz-
nálva, melyek textúratulajdonságai a 
legjobb eredményeket adták (lásd 1. 
táblázat zöld színnek jelölt 7 sáv) a 
modell betanítása során. Az elkészí-
tett 17 sávos kompozit felvételek a 
mintaterületre aktualizálva kivágásra 
kerültek.

GLCM sávok

CONTRAST: Kontraszt

SAVG: Összegátlag

DVAR: Differencia variancia

DISS: Különbség

INERTIA: Tehetetlenség

SHADE: Klaszterárnyék

PROM: Klaszterkiemelkedés

ASM: Második szögmomentum: az ismétlődő párok számát méri.

CORR: Korreláció; a pixelpárok közötti korrelációt méri.

VAR: Variancia: a szürkeségi szintek eloszlásának szóródását méri.

IDM: Inverse Difference Moment: a homogenitást méri.

SVAR: Összegzett variancia

SENT: Szumma entrópia

ENT: Entrópia: a szürkeségi eloszlás véletlenszerűségét méri.

DENT: Különbség entrópia

IMCORR1: A korreláció információs mértéke. 1

IMCORR2: A korreláció információs mértéke. 2

MAXCORR: Max Corr. Coefficient (nem számított)

1. táblázat. A GLCM-sávok és a CNN-modellben felhasznált (zöld)  
sávok listája (Haralick et al. 1973, Conners et al. 1984)
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A Sentinel–2A és Sentinel–2B 
műholdak felvételeit ArcGIS Pro 
ArcPy környezetben használtuk 
fel a vizsgálataink során. A vizsgált 
időszakra 140 darab műholdfelvétel 
volt elérhető az ESA adatbázisában. A 
vizsgált műholdfelvételekből a 80%-
nál nagyobb felhőborítottsággal ren-
delkező felvételek kizárásra kerültek, 
így 63 darab felvétellel kezdtük meg 
az előfeldolgozást. Az adatok tizen-
három spektrális tartományából, tíz 
sávja került feldolgozásra. Az egysé-
ges felbontás elérése érdekében, a 
20  ×  20  m-es felbontású spektrális 
sávok úgy, mint az 5, 6, 7, 8A, 11, 12 
sávok 10 × 10 m-es felbontásúra let-
tek átméretezve. A légköri zavarok 
(felhők, felhőárnyékok) maszkolását 
az ESA által elkészített SCL (Scene 
Classification) alapján végeztük el. A 
11 osztályból a felhőként és felhőár-
nyékként azonosított osztályok által 
lehatárolt területek kerültek (3,  8, 
9, 10 osztályok) eltávolításra. Mindezek 
után a mintaterület került kivágásra az 
előkészített kompozit felvételekből.

A vizsgálatunkhoz használt CNN-
modell egy olyan speciális neurális 
hálózat, amely többdimenziós felépí-
tésű adatok feldolgozására alkalmas. 
Ilyen adatok lehetnek például az időso-
ros adatok, amelyeket úgy lehet elkép-
zelni, mint ami egy egydimenziós rács, 
mely rendszeres időközönként veszi 
fel a mintákat, és a képek, melyekre 
kétdimenziós rácsként kell tekinteni. 
Az elnevezés azt jelzi, hogy a modell 
egy matematikai lineáris műveletet, 
konvolúciót alkalmaz. A konvolúciós 
hálók egyszerű neurális hálózatok, 
melyek legalább az egyik rétegükben 
konvolúciót alkalmaznak az általános 
mátrixszorzás helyett (Alzubaidi et al. 
2021). A különböző CNN-architektúrák 
közül mi a Ronneberger et al. (2015) 
által kifejlesztett U-Net architektú-
rát használtuk. A modell betanítását 
a 2021. 02. 23-as műholdfelvételen 
végeztük el, amikor elegendő víz-
zel elöntött pixel állt rendelkezésre. 
Bemeneti adatként csak a vízfelüle-
teket reprezentáló pixeleket hatá-
roltuk le. Az iteratív elemzés során 
meghatározásra kerültek az optimális 
hiperparaméterek mind a két típusú 
műholdfelvételen. A Sentinel–1-es 17 
sávos kompozit felvételeken a végső 

paraméterek a következőképpen ala-
kultak: U-Net pixelosztályozást alkal-
mazva 128 × 128-as csempeméretet 
(chip size) használva, azok 50%-os 
átfedettségével (overlap), 8 kötegelés-
sel (batch size) és 50 futtatási körben 
(Max Epochs) a túltanulást elkerülve 
20%-os validációs értékek kerültek 
meghatározásra.

A Sentinel–2-es 10 sávos kompozit 
felvételeken szintén az U-Net pixelosz-
tályozást alkalmaztuk: 128 × 128-es 
csempeméretnél (chip size), 50%-os 
átfedettséggel (overlap), 8 kötegelés-
sel (batch size) 30  futtatási körben 
(Max Epochs) a túltanulást elkerülve 
20%-os validációs érték mellett került 
meghatározásra.

A futtatás a ResNet34 architektú-
rájú modellel történt, ahol a 34-es 
szám a rétegek számát jelöli. Minél 
nagyobb ez a szám, az annál több lét-
rehozandó paramétert jelent, amely 
előrevetíti, hogy nagyobb erőforrás 
szükséges a modell tanításához. 
Esetünkben az architektúra megfe-
lelően skálázható volt, a rugalmas és 
robosztus, mélyebb háló – úgy mint, 
a ResNet50 vagy a ResNet101 – csak a 
számítási időt növelte. A modell kép-
zése során a paramétereket (bináris 
számrendszer 0; 1) kellett beállítani, 
úgy, hogy az adott bemeneti értékekre 
az elvárt kimeneti értéket kapjuk. A 
feladat matematikai értelemben egy 
függvényillesztési feladat, amellyel 
csak a teljesen összekapcsolt réteg 

súlyait igazítottuk ki. Az előkészített 
Sentinel–1-es és Sentinel–2-es adato-
kon a CNN-modelleket futtatva három 
osztályt (–1 = adathiány, 0 = nincs víz 
és 1 = víz) tartalmazó térképeket készí-
tettünk el.

Adathiányos (–1-es értékű) terü-
letek adódtak mind a két féle típusú 
műholdfelvétel vizsgálata során. A 
Sentinel–1-es felvételeken a csem-
pehatárokon alakultak ki 1-2 pixel-
ből álló adathiányos sorok, míg a 
Sentinel–2-es felvételeken a felhő-
felhőárnyék maszkolásának köszön-
hetően alakultak ki az adathiányos 
területek. A –1 értékkel rendelkező 
területek felszámolását a modell fut-
tatása érdekében úgy oldottuk meg, 
hogy a hiányzó pixelértéket az előtte, 
vagy utána legközelebbi dátumon ren-
delkezésre álló adatok időbeli interpo-
lációjával töltöttük fel. Maximálisan 
4 napnyi távolságra néztük a rendelke-
zésre álló adatokat, ha nem találtunk 
értékeket, akkor 0 értékkel (nem víz) 
töltöttük ki a hiányzó pixeleket.

Természetesen adódtak olyan napok, 
ahol mind a két műholdnak voltak fel-
vételei (összesen 31 nap), melyek össze-
másolását el kellett végezni. Végül az 
eredménytérképre a közös vízfelület-
ként detektált területek kerültek.

Mindezek után elkészültek az egy 
évet lefedő, napi bontású, bináris 
térképeink, melyeken a vízfelületek 
lehatárolását és vizsgálatát el tudtuk 
végezni.

3. ábra. Validáció a mintaterületen
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Eredmények

A Sentinel–1 és Sentinel–2 
modellek képzésénél az adato-
kat két részre osztottuk, 80%-ot 
használtunk a betanításhoz, 
míg 20%-ot a validálásához. 
A pontosságot az F1 metrika 
segítségével validáltuk, amely 
a pontosság és a visszahívás 
harmonikus átlaga. Ennek 
eredményeként a Sentinel–1-
alapú modell F1-értéke 0,84, a 
Sentinel–2 modellé pedig 0,71 
volt. Az elkészült predikciós 
térképek közül a 2021. 02. 23-ai 
térképet és az ugyanehhez a 
dátumhoz tartozó Sentinel–2-es 
hamis színezetű kompozit felvé-
telt használtuk fel a validáláshoz. 
A mintaterület nagysága miatt, 
egy, az egész területre jellemző 
~160 km2-es területet határol-
tunk le (4. ábra). A felvételen 
manuálisan digitalizáltuk a 
vízfelületeket. A referenciapoli-
gonokat a modell eredményeivel 
megegyező felbontású pixe-
lekre (10 × 10 m) konvertáltuk 
és készítettük el a hibamátrixot 
(3. ábra). Az előrejelzés általá-
nos pontossága 0,97  volt. Ez 
a nagyon magas eredmény a 
kiegyensúlyozatlan osztályok-
nak köszönhető. A 0,64-es kappa 
érték jobb pontossági mérőszá-
mot mutat.

Az azonos időpontban 
készített térkép (4. ábra) alap-
ján megállapítható, hogy az 
állandó vízfelületek (sötétkék) 
megegyeznek a két műholdkép 
esetében. A Sentinel–1-es felvé-
telen a radaradatok a sekélyebb 
vízelöntéseket és a sötétebb, 
átnedvesedett kopár talajfelszínt 
érzékeli jobban (világoskék szín). A 
Sentinel–2-es felvételen viszont az 
enyhén növényborítással bíró vízfelü-
letek (zöld szín) azonosíthatók jobban, 
valószínűleg itt a növényzettel borí-
tott rizskazetták víztesteinek beazo-
nosítására érzékenyebb az elkészült 
térkép.

Továbbá megjegyzendő, hogy a nem 
tökéletesen osztályozott SCL-képnek 
köszönhetően a felhő- és felhőárnyék-
maszkolás mellett elvétve hibásan 

vízfelületként detektált pixeleket 
találhatunk (5. ábra). A Sentinel–1-es 
felvételeken a csempehatárok is 
hasonló hibákkal terheltek. A műhold-
felvételek ilyen típusú „érzékenysége” 
miatt, hogy a „hibásan” vízfelületként 
azonosított pixelek a közös dátummal 
rendelkező felvételeken ne okozzanak 
víztöbbletet, a felvételek metszetét 
készítettük el.

A 364 napra elkészített bináris tér-
képek gyakorisági értékeit ábrázoló 

térkép a vízpixelek előfordulását a 6. 
ábra mutatja be, amelyen jól elkülönít-
hetők az állandó vízfelületek az ideig-
lenesen vízzel borított területektől. A 
gyakorisági értékek jól meghatározott 
osztályozása után, különböző fokoza-
tokban ki lehet jelölni azokat a terüle-
teket, amelyek a belvíz előfordulására 
hajlamosak.

Az eredménytérképen állandó víz-
felületként a nagyobb tavak, halas-
tavak nyílt vízfelszínnel rendelkező 

4. ábra. A Sentinel–1-es és Sentinel–2-es felvételek vízlehatárolásának összehasonlítása

5. ábra. Felhőárnyékban tévesen detektált vízfelület a Sentinel–2-es felvételen
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csatornák (pl. a Nagykunsági öntöző 
főcsatorna), holtágak (pl.: Peresi-
Holt-Körös) és folyók (pl. Hortobágy-
Berettyó) azonosíthatóak be. Az 

állandó vizek területi kiterjedése 
17,80 km2. A piros szín a magas elön-
tési gyakoriságú területeket jelöli. A 
vízpixelek előfordulása az év folyamán 

84–146 napra tehető, melynek 
területi kiterjedése 5,64  km2. 
Az összterülethez viszonyítva 
a kiterjedése minimálisnak 
tekinthető (0,35%). A narancs-
sárga színnel jelölt területek a 
közepes elöntési gyakoriságú 
területeknek számítanak, ame-
lyek többnyire a rizskazettákat 
(7. a) ábra) és az erősen veszé-
lyeztetett területek melletti 
területeket (vizenyős rét-legelő) 
(7.  b) ábra) jelöli ki. Területi 
kiterjedése 3,70 km2, és a víz-
borítással feltételezett napok 
száma maximálisan 84  napra 
tehető. A sárga szín az alacsony 
elöntési gyakoriságú területeket 
határolja le 2,70 km2 kiterjedés-
sel. A vízzel borított napok maxi-
mális száma 66. Az eredmények 
tükrében a mintaterülethez ará-
nyosítva a vízfelületek mind az 
állandó vízborítású, mind az ide-
iglenes vízborítással rendelkező 
területek az összterület 1,07%-át 
teszik ki (2. táblázat).

Következtetések

A Sentinel–1 és Sentinel–2 felvé-
telek fúziója által, a kitűzött egy 
éves időtartamot vizsgáló elem-
zésünk során 214 napra álltak 
rendelkezésünkre a felvételek. 
A CNN-modellek futtatását 
követően az adathiányos pixe-
leket feltöltöttük az előtte vagy 
utána rendelkezésre álló adatok 
időbeli interpolációjával, így 
elkészítve az egész évet felölelő 
belvízgyakoriság-térképet.

A modellek finomításával, 
úgy, mint a Sentinel–1-es GLCM-
sávok redukálásával, vagy bőví-
tésével, a hiperparaméterek 

módosításával, valamint a Sentinel–
2-es felvételek felhőmaszkjának pon-
tosításával az eredmények tovább 
javíthatók. A kijelölt területek rámu-
tatnak azokra a helyekre, amelyek 
veszélyeztettek lehetnek a belvízelön-
tések megjelenése szempontjából. Ez 
egyrészt a döntéshozók számára adhat 
segítséget az operatív védekezés fel-
adatainak priorizálásában, másrészt 
a területhasználat átstrukturálását, 
optimalizálását teheti lehetővé.

Gyakoriság % Pixel km2 Terület % Nap
0-13% 15 650 691 1565,07 97,82 0-48

13-18% 77 934 7,79 0,49 48-66
18-23% 37 001 3,70 0,23 66-84
23-40% 56 365 5,64 0,35 84-146

40-100% 178 009 17,80 1,11 146-365

7. ábra. A közepes elöntési gyakoriságú területek a) rizskazetták, b) vizenyős rét-legelő

6. ábra. Az elöntésgyakorisági térkép alapján lehatárolt vízfelületek

2. táblázat. Az állandó vizek és a belvízzel veszélyeztetett területek megoszlása
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